
論 文 学生論文特集

複素BFGS法を用いた複素ニューラルネットワークの学習法*

鈴村 真矢�a) 中野 良平�b)

Complex-Valued BFGS Method for Complex-Valued Neural Networks�

Shinya SUZUMURA†a) and Ryohei NAKANO†b)

あらまし 複素ニューラルネットワーク（複素 NN）における学習法として，複素バックプロパゲーション学
習法（複素 BP 法）が知られる．複素 BP 法は，実 BP 法と比較して学習が速く進むという特性を有する．ま
た，複素 BP 法はアフィン変換能力を有するとの報告があり，複素 NN の学習法として広く用いられる．他方，
複素 NN の学習法として準 Newton 法が用いられた事例はほとんどない．本論文では，複素 NN の中で広く知
られる複素多層パーセプトロンを対象にして，BFGS 公式を用いた複素 BFGS 法並びに複素モデルにおける直
線探索法を提案する．また，計算機実験にて複素 BP 法と複素 BFGS 法の求解能力並びに計算時間を比較して，
複素 BFGS 法の有効性を示す．
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1. ま え が き

複素ニューラルネットワーク（複素 NN）は，複素

数を自然に扱えることから，主に通信や画像処理に高

い汎化性能を発揮すると考えられ，多彩な応用が展開

されている [1]～[3]．

複素 NNにおける学習法として，複素バックプロパ

ゲーション学習法（複素 BP 法）が知られる [4], [5]．

複素 BP法は，実 BP法と比較して学習が速く進むと

いう特性を有する [5], [6]．また，複素 BP法はアフィ

ン変換能力を有するとの報告があり [4]～[6]，複素NN

の学習法として広く用いられる．他方，複素 NNの学

習法として準 Newton法が用いられた事例はほとんど

ない．

本論文では，複素 NNの中で広く知られる複素多層

パーセプトロン（複素 MLP）を対象にして，BFGS

(Broyden-Fletcher-Goldfarb-Shanno) 公式を用いた

複素準 Newton 法（複素 BFGS 法）を提案する．な

お，複素 MLP の活性化関数が特異点を有する場合
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は，学習の収束性に難が残るため，収束性を保証す

る方法として複素モデルにおける直線探索法を示す．

BFGS 法並びに直線探索法の複素モデルへの拡張に

は，Wirtinger微分が利用できる [7]．

本論文では，はじめにWirtinger微分の概要を述べ

て，複素 NNの学習法へ応用する．更に，計算機実験

にて複素 BP 法と複素 BFGS 法の求解能力並びに計

算時間を比較して，複素 BFGS法の有効性を示す．

2. 複素多層パーセプトロンモデル

本論文が対象とする複素 3層パーセプトロンを図 1

に示す．重みや入出力は全て複素数である．隠れユニッ

トの出力 zμ
j と出力ユニットの出力 fμ

k の計算式を以

下に示す．ただし，xμ
0 = zμ

0 = 1とし，右肩の μはサ

図 1 複素 3 層パーセプトロンモデル
Fig. 1 Complex-valued 3-layer perceptron model.
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図 2 活性化関数の実部
Fig. 2 Real part of the activation function.

図 3 活性化関数の虚部
Fig. 3 Imaginary part of the activation function.

ンプル番号を示す．

hμ
j =

I∑
i=0

wijx
μ
i , zμ

j =g(hμ
j ), fμ

k =

J∑
j=0

wjkzμ
j (1)

g(h)は活性化関数を示す．本論文では以下の活性化関

数を提案する．なお，h = x + iy，i =
√−1とする．

g(h) =
1

1 + i + e−h

=
e−x cos y + 1 + i(e−x sin y − 1)

e−2x + 2e−x(cos y − sin y) + 2
(2)

この活性化関数は，特異点並びに周期関数を含む正則関

数である．特異点を有する活性化関数は，f(z) = 1/z

のような非有界関数の近似に有効に働くと考えられ

る [8]．活性化関数 g(h) ≡ g(x, y)の実部虚部成分を，

それぞれ図 2，図 3 に示す．両図から，g(h)は実部と

虚部に対称性を有することや，x = ±∞方向に有界で
あると分かる．複素 MLP の活性化関数は，MLP の

特性に重要な影響を与え，多くの提案がある [9]～[11]．

なお，Kimら [12]と Leungら [13]が独立に提案した

とされる g(h) = 1/(1+ e−h)が知られるが，式 (2)は

虚部と実部に対称性を有する点が新しい．

3. Wirtinger微分について

最急降下法や Newton 法は，目的関数のこう配や

Hesse 行列の計算を必要とする．両者の計算には，

Wirtinger微分 [7]が利用できる．Wirtinger微分にお

ける多変量の記法には，c 表現，z 表現，及び r 表現

がある．各表現のベクトルは以下である．また，本論

文では，ベクトルは一貫して列ベクトルとする．

cH = (zH zH), z = (I iI)r, rT = (xT yT)

ここで，右肩の H，Tは共役転置及び転置を示し，z

は z の複素共役を示す．I は単位行列であり，x，y

は実ベクトルである．なお，z = x + iy である．

3. 1 Wirtinger微分とスカラ実関数のこう配

Wirtinger微分の定義式は以下である．

∂f

∂z
=

1

2

(
∂f

∂x
−i

∂f

∂y

)
,

∂f

∂z
=

1

2

(
∂f

∂x
+i

∂f

∂y

)
(3)

ここで，f は複素関数 f = f(z, z)であり，z と z を

独立と考える．式 (3) から分かるように，Wirtinger

微分は f の x，y に関する偏微分を複素数としたもの

である．したがって，f をスカラ実関数としたとき，こ

う配 ∂f/∂z 及び ∂f/∂r には以下の関係が成り立つ．

∂f

∂rT
= 2

(
Re

[
∂f

∂zT

]
Im

[
∂f

∂zT

])
(4)

通常，∂f/∂z の導出は，r 表現のこう配に比べて容易

である．

3. 2 Wirtinger微分におけるHesse行列

c 表現の Hesse 行列 Hc 及び r 表現の Hesse 行列

Hr を以下に示す．

Hc =
∂2f

∂c∂cH
, Hr =

∂2f

∂r∂rT
(5)

ここで，f はスカラ実関数である．Hc は Hermite行

列，Hr は実対称行列であり，共に固有値は実数であ

る．Hc とHr は，以下のようにして相互変換できる．

Hr = JHHcJ , J =

(
I iI

I −iI

)
(6)

f の二次の Taylor展開は以下となる．

r 表現： f(r) +
∂f

∂rT
Δr +

1

2
ΔrTHrΔr (7)

c表現： f(c) +
∂f

∂cH
Δc +

1

2
ΔcHHcΔc (8)

4. 複素多層パーセプトロンの学習法

複素MLPの学習法として，複素BP法が広く知られ
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る [4], [5]．はじめに複素MLPにおける BP法につい

て述べて，次いで BFGS公式を用いた複素準Newton

法（複素 BFGS法）を示す．最後には，複素モデルに

おける直線探索法を示す．

なお，本論文で用いる活性化関数は特異点を含む

ため，目的関数やそのこう配が発散する可能性があ

る．したがって以下では，NaN (not a number)や Inf

(infinity) の判定が行える環境を想定する．後述する

複素 BP 法や複素 BFGS 法は，重みの初期値をラン

ダムに初期化する．その際，目的関数が発散する場合

は，重みを再度初期化する．また，以下では，重みを

ベクトルで表記する場合は，Wirtinger微分の各表現

を用いて c，z または r として適宜表記する．

4. 1 複素 BP法

複素 BP法としては，オンライン型とバッチ型の 2

種類考えられる．しかし，実では Rumelhart ら [14]

が，複素では新田ら [4]が示したように，BP法はオン

ライン型である．したがって，本来ならばオンライン

複素 BP法について述べるべきであるが，以下では直

線探索 (line search)付きのバッチ複素 BP法について

述べる．なぜなら，全サンプルに対する最適探索幅を

求めるためである．本論文で用いる活性化関数は特異

点を有するため，重み更新の探索幅（あるいは学習率）

を固定すると収束に難が残る．このような微分不可

能問題の最適化法としては，劣こう配法 (subgradient

method) [15] が知られるが，後述する直線探索法に

よって探索幅を求めれば，計算時間と探索精度の両面

で高い性能が期待できる．

直線探索付きのバッチ複素 BP法（以下，バッチ複

素 BP法）は，探索法として最急降下法を用いる．複

素モデルにおける最急降下法は，しばしば複素最急降

下法と呼ばれ，振幅–位相型の活性化関数を用いたNN

の学習法として用いられた事例がある [1], [3]．以下，

バッチ複素 BP法の実装に必要な目的関数のこう配を

導出する．目的関数は下に有界な非負のスカラ実関数

とする．

E =
1

N

N∑
μ

K∑
k

δμ
k δ

μ
k , δμ

k = fμ
k − yμ

k (9)

ここで，yμ
k は出力ユニット kのサンプル μにおける教

師信号を示し，N はサンプル数とする．こう配 ∂E/∂z

の成分は以下となる．

∂E

∂wij
=

1

N

N∑
μ

K∑
k

δμ
k wjkg′(hμ

j )xμ
i (10)

∂E

∂wjk
=

1

N

N∑
μ

δμ
k zμ

j (11)

ここで，

g′(hμ
j ) = g(hμ

j )[1 − (1 +
√−1)g(hμ

j )] (12)

である．重みの更新は，上記で求めたこう配に直線探

索で求めた探索幅を乗じて実行する．

学習の終了は，以下の条件式を満たすか，任意指定

の最大反復回数に達したら終了とする．

Et−1 − Et ≤ θEt (13)

ここで，Et−1 は重み更新前の目的関数の値（訓練誤

差）を表し，Et は現在の訓練誤差を表す．θは終了判

定係数とする．

4. 2 複素 BFGS法

本論文では，準 Newton 法の一種である BFGS

法 [16]～[18] を複素モデルへ拡張する．BFGS 法の

複素モデルへの拡張は，Wirtinger微分の r 表現を用

いることで，実モデルと同様に論じられる．

r 表現における BFGS公式は以下である．

Gt+1 = Gt +

(
1 +

ΔgT
t GtΔgt

ΔgT
t Δrt

)
ΔrtΔrT

t

ΔgT
t Δrt

−ΔrtΔgT
t Gt + GtΔgtΔrT

t

ΔgT
t Δrt

(14)

ここで，Gt+1はHesse逆行列の近似を示す．gtはこう

配であり，rtは重みベクトルである．Δgt = gt+1−gt，

Δrt = rt+1 − rt とする．なお，式 (14) の他に，以

下の特殊 BFGS公式 (special BFGS formula)が知ら

れる [19]．ここで，Iは単位行列である．

Gt+1 =

(
I − ΔgtΔrT

t

ΔgT
t Δrt

)T

Gt

(
I − ΔgtΔrT

t

ΔgT
t Δrt

)

+
ΔrtΔrT

t

ΔgT
t Δrt

(15)

式 (14)と式 (15)は等価であるが，式 (15)の右辺の第

一項目の計算量が大きいため，本論文では式 (14) を

用いる．

複素モデルへの拡張として，gt を以下とする．

gT
t = 2

(
Re

[
∂E

∂zT
t

]
Im

[
∂E

∂zT
t

])
(16)

ここで，zt は z 表現の重みベクトルである．こう配

∂E/∂zt としては，式 (10)及び式 (11)が利用できる．
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重みベクトルの更新式は以下となる．

r 表現： rt+1 = rt − ηtGtgt (17)

z 表現： zt+1 = zt − ηt(I iI)Gtgt (18)

ここで，ηt は直線探索法で求めた最適探索幅である．

式 (14)の BFGS公式を用いたパラメータの最適化

法は BFGS 法と呼ばれる．本論文では，複素モデル

における BFGS法を示して複素 BFGS法と呼ぶ．な

お，後述する直線探索法は，Gtが正定値であることを

要求する．ここでは，gT
t Gtgt が 0 以下となれば Gt

を単位行列に初期化し，正定値を保証する．なお，初

期値 G0 は，あらかじめ単位行列に初期化しておく．

また，複素 BFGS 法による重みの更新の過程で，目

的関数がほとんど減少しないときは Gt を単位行列に

初期化する．目的関数がほとんど減少しないという判

定条件は式 (13) を用いる．Gt を単位行列とすると，

式 (17) は最急降下法の更新式そのものとなる．それ

でもなお目的関数がほとんど減少しないときは学習を

終了する．

4. 3 直線探索法

厳密な直線探索 (exact line search)とは，以下を満

たす探索幅 η∗ を求める問題である．

η∗ = argmin
η>0

[E(r + ηdr)] (19)

ここで，r，dr は重みベクトルと探索方向を示し，共

に r 表現とする．E は下に有界な目的関数とする．E

が滑らかなとき，以下を Curry条件 [20], [21]と呼ぶ．

∂E(r+η∗dr)

∂rT
dr =0, E(r+η∗dr)≤E(r) (20)

Curry条件を満たす探索幅を重みの更新に用いたとき，

BFGS公式による Hesse逆行列の近似Gr は正定値と

なる [16], [18]．具体的には，式 (15)のΔgT
t Δrt が正

となる．しかし，式 (19)または式 (20)を満たす探索

幅を正確に求めることは困難なため，E の Taylor展

開から以下の探索幅を導く場合がある．

η∗ = − gT
r dr

dT
r Hrdr

(21)

ここで，gr は r 表現のこう配 gr = ∂E(r)/∂r であ

り，Hr は r 表現の Hesse行列である．Hesse行列の

計算を必要としない方法としては，E の η に関する

Maclaurin展開を用いた以下が知られる [22]．

η∗ = − E′(0)

E′′(0)
, E′(η) ≡ dE(r + ηdr)

dη
(22)

ただし，式 (21)または式 (22)を探索幅として用いた

とき，目的関数の非増加は保証されず，例外処理が必

要となる．本論文では，バックトラッキング直線探索

法 (backtracking line search method) [17], [18]を用

いて，目的関数の非増加を保証する．なお，式 (21)ま

たは式 (22) の計算量は比較的大きいため，本論文で

はバックトラッキング法のみを用いる．以下にアルゴ

リズムを示す．

1: � := 0, η(0) := 1 とおく．

2: 終了条件を満たせばその探索幅 η(�) を採用し，直

線探索を終了する．

3: η(�+1) := αη(�) とする．

4: � := � + 1 として step2へ移動する．

ここで，α ∈ (0, 1)であり，探索幅 {η(�)}は Cauchy

列を成す．本論文では α = 0.5とする．step2の終了

条件として，Goldstein 条件 [23]，Armijo 条件 [24]，

そしてWolfe条件 [25], [26]が知られる．Armijo条件

は，他の条件と比較して計算量が少ないという利点が

ある．本論文では Armijo 条件を採用する．ただし，

探索幅 η = 0 において Armijo 条件は必ず成り立つ．

したがって，Armijo 条件を用いた直線探索では，探

索幅が小さくなりすぎる危険性を秘めているが，バッ

クトラッキング法はその問題点を解消している．バッ

クトラッキング法では，探索幅を 1から徐々に 0へ向

けて探索し，終了条件を満たせばそれ以上探索しない．

本論文では，以下の Armijo条件を用いる．

E(r + ηdr) ≤ E(r) +
1

2
ηgT

r dr (23)

ここで，E は実測された目的関数とする．gr はこう

配 gr = ∂E(r)/∂r であり，式 (16) から求まる．dr

は探索方向であり，dr = −Grgr とする．ここで，

Gr = G(r)は Hesse逆行列の近似であり，式 (14)か

ら求まる．ただし，Gr は正定値であると仮定する．本

論文で示した複素 BFGS法では，Gr は常に正定値と

なる．式 (23)の右辺に着目すると，Gr が正定値であ

れば，E の非増加が保証されると分かる．

ここで，本論文で扱う複素MLPにおいて，目的関

数のこう配の発散性に関する重要な性質を以下に示す．

［性質 1］ 複素MLPの全ての重みが 0ではなく，線

形従属な隠れユニットが存在しないとき，Armijo 条

件を満たす探索幅を重みの更新に用いれば，目的関数

のこう配は発散しない．

［証明 1］ Armijo 条件を満たす探索幅を選べば以下

が成り立つ．ただし，‖∂E(r)/∂r‖ < ∞ を前提条件
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とする．

E(r + ηdr) ≤ E(r) (24)

式 (24) は，式 (9) における |fμ
k − yμ

k | の総和が有界
な一定値に収束することを意味する．上記を踏まえて

式 (10) 及び式 (11) に着目すると，zμ
j または wjk が

発散するとき，目的関数のこう配が発散すると分か

る．一方，全ての重みが 0ではなく，線形従属な隠れ

ユニットが存在しないとき，zμ
j または wjk が発散す

るならば fμ
k も発散する．ゆえに，|fμ

k − yμ
k | = ∞と

なって，式 (24)と矛盾する．したがって，zμ
j または

wjk が発散する探索幅は選択されず，性質 1が成り立

つ． �

Gr が単位行列のとき，式 (23)は以下となり，

E(r + ηdr) ≤ E(r) − 1

2
η‖gr‖2 (25)

gr が発散するならば Armijo 条件を満たす正の探索

幅 (η > 0) は求まらない．式 (17) の重みベクトル

の更新によって，活性化関数の特異点上に探索が進

んだとき，次回の反復における直線探索は失敗する．

そこで，Wolfe条件や強いWolfe条件 (strong Wolfe

conditions) [17] を採用するという手段も考えられる

が，精度と計算時間のトレードオフとなる．上記の性

質 1は，MLPの全ての重みが 0ではなく，線形従属

な隠れユニットが存在しないという条件下でこう配の

非発散性を保証するものである．

5. 計算機実験

計算機実験を通してバッチ複素 BP法と複素 BFGS

法の求解能力並びに計算時間を比較し，複素 BFGS法

の有効性を示す．本論文では，2種類の人工問題を用

いて実験する．

5. 1 人工問題の学習実験 (1)

以下の人工データを用いて実験する．

y1 = x1 exp(−x2x3) + x4 tan(x5) − 1

y2 = log(y1x2) + sin(4πx3)

y3 = y0.5x3
1 + y2x4 +

√−1x2
5

ここで，x = (x1 x2 · · · x5)
T ∈ R

5 を入力として，

y = (y1 y2 y3)
T ∈ C

3 を教師信号とする．なお，x

は範囲 [−2, 2] の一様乱数で初期化し，100 サンプル

生成する．上記の条件で生成したデータを 5 入力 3

出力の複素MLPで学習する．学習に用いるパラメー

表 1 学習用パラメータ（人工問題 1）
Table 1 Parameters for learning (artificial problem

1).

項目 設定値
学習サンプル数 100

最大反復回数 20000

終了判定係数 10−6

重みの初期化範囲 [−1, 1]

図 4 各隠れユニット数における訓練誤差の最小値（人工
問題 1）

Fig. 4 Minimum values of training error for each hid-

den unit (problem 1).

タの設定値は表 1 として，バッチ複素 BP 法と複素

BFGS法で同じ値を用いる．学習は，隠れユニット数

を 1, 2, · · · , 35と変更し，各隠れニット数において 10

回試行する．その際，各試行は乱数のシード番号を変

更して行う．ただし，学習データは全ての試行で同じ

とし，重みの初期値を変更する．

（実験結果） 各隠れユニット数において，学習を 10

回試行した際の訓練誤差の最小値は図 4 となった．以

下，隠れユニット数 J = 35 の実験結果に着目する．

バッチ複素 BP 法と複素 BFGS 法の学習過程におけ

る訓練誤差の変化は，それぞれ図 5，図 6 となった．

訓練誤差の収束値は表 2 となった．計算時間は表 3 と

なった．なお，10 回分の学習に要した反復回数及び

バックトラッキング直線探索法における総反復回数（�

の総和）を表 4 に示す．

（考察） 図 4 において，複素 BFGS法では隠れユニッ

ト数の増加に伴って訓練誤差の減少率が増加する傾向

が見られた．一方，バッチ複素 BP法では隠れユニッ

ト数が増加しても訓練誤差にはほとんど影響しなかっ

たが，その理由として，Hesse行列の条件数が関係し

ていると考えられる．バッチ複素 BP法の学習終了時

における条件数を図 7 に示す．図 7 から，条件数が

非常に高いことが分かり，探索空間が切り立った樋状
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図 5 学習過程における訓練誤差の変化（J = 35，バッチ
複素 BP 法，人工問題 1）

Fig. 5 Transition of training error during learning

process (J = 35, batch complex-valued BP

method for artificial problem 1).

図 6 学習過程における訓練誤差の変化 (J = 35，複素
BFGS 法，人工問題 1）

Fig. 6 Transition of training error during learn-

ing process (J = 35, complex-valued BFGS

method for artificial problem 1).

表 2 訓練誤差の収束値（J = 35，人工問題 1）
Table 2 Final values of training error (J = 35, arti-

ficial problem 1).

シード番号
訓練誤差の収束値

バッチ複素 BP 法 複素 BFGS 法
1 5.9121 × 101 3.3645 × 10−22

2 2.4064 4.1381 × 10−26

3 6.1138 2.6002 × 10−23

4 4.8989 2.1077 × 10−22

5 6.0702 1.5913 × 10−21

6 6.3185 1.7539 × 10−22

7 2.7367 1.6409 × 10−25

8 4.2903 3.5290 × 10−21

9 7.4424 1.1306 × 10−23

10 5.5434 2.3962 × 10−22

平均値 5.1733 × 101 6.1201 × 10−22

であると分かる．最急降下方向への探索では，探索方

向が両壁の間を往復するのみで，目的関数の改善が進

まないことが知られる [17], [18]．

表 3 学習を 10 回試行した際の計算時間（J = 35，人工
問題 1，単位：秒）

Table 3 Elapsed time when learning was performed

10 times (J = 35, artificial problem 1, sec.).

項目 バッチ複素 BP 法 複素 BFGS 法
計算時間 1086.2 187.82

表 4 学習を 10 回試行した際の総反復回数（J = 35，人
工問題 1）

Table 4 The numbers of total iterations when learn-

ing was performed 10 times (J = 35, artifi-

cial problem 1).

項目 バッチ複素 BP 法 複素 BFGS 法
重み更新の

200000 29158
総反復回数 (St)

直線探索の
4024331 69716

総反復回数 (S�)

S�/St 20.122 2.3910

図 7 学習終了時の条件数（バッチ複素 BP 法，人工問題
1）

Fig. 7 Condition numbers when learning was finished

(batch complex-valued BP method for artifi-

cial problem 1).

表 2 における訓練誤差の平均値から分かるように，

複素 BFGS 法はバッチ複素 BP 法に対して，訓練誤

差を平均的に 8.45× 1022 分の 1に減少させた．また，

表 3 における学習の計算時間から，複素 BFGS法は

バッチ複素 BP法に対して約 5.78倍速く学習を終了し

たと分かる．図 5 及び図 6 から分かるように，バッチ

複素 BP法は最大反復回数に達して学習を終了してお

り，結果として計算時間が長くなったといえる．表 4

における S�/Stの値から分かるように，複素BFGS法

は少ない反復回数で Armijo条件を満たす探索幅が求

まった．具体的には，バッチ複素 BP法と複素 BFGS

法は，探索幅の同定にそれぞれ約 20 反復，約 2.4 反

復要する結果となった．複素 BFGS法は曲率の情報を

探索に利用するから，探索幅を比較的に大きく取るこ

とができると考えられる．
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図 8 人工問題 2 の教師信号
Fig. 8 Teacher signals of artificial problem 2.

図 9 各隠れユニット数における訓練誤差の最小値（人工
問題 2）

Fig. 9 Minimum values of training error for each hid-

den unit (problem 2).

5. 2 人工問題の学習実験 (2)

複素平面 z = x + iy 上の点を記憶する実験を行う．

ここで，媒介変数 t を用いて x = x(t)，y = y(t) と

する．t は t = 1, 2, · · · , 159 として，x，y を図 8 の

ように与える．なお，図上の ∗が教師信号として与え
る点であり，点を結ぶ線分はデータの傾向を示すため

に描画した．tを入力，z を教師信号として，1入力 1

出力の複素MLPで学習する．学習サンプル数は 159

として，その他の実験条件は表 1 と同じとする．な

お，バッチ複素 BP 法と複素 BFGS 法で同じ値を用

いる．また，実験は乱数のシード番号を変えて 10 回

試行する．

（実験結果） 各隠れユニット数において，学習を 10

回試行した際の訓練誤差の最小値は図 9 となった．以

下，隠れユニット数 J = 35 の実験結果に着目する．

バッチ複素 BP 法と複素 BFGS 法の学習過程におけ

る訓練誤差の変化は，それぞれ図 10，図 11 となった．

訓練誤差の収束値は表 5 となった．計算時間は表 6 と

図 10 学習過程における訓練誤差の変化（J = 35，バッ
チ複素 BP 法，人工問題 2）

Fig. 10 Transition of training error during learning

process (J = 35, batch complex-valued BP

method for artificial problem 2).

図 11 学習過程における訓練誤差の変化（J = 35，複素
BFGS 法，人工問題 2）

Fig. 11 Transition of training error during learn-

ing process (J = 35, complex-valued BFGS

method for artificial problem 2).

表 5 訓練誤差の収束値（J = 35，人工問題 2）
Table 5 Final values of training error (J = 35, arti-

ficial problem 2).

シード番号
訓練誤差の収束値

バッチ複素 BP 法 複素 BFGS 法
1 2.7369 × 101 3.2331 × 10−2

2 3.7556 4.6836

3 3.9656 3.8290

4 4.1601 5.2568

5 3.8034 6.1939

6 3.8739 9.5115

7 4.5009 7.0836

8 3.3548 2.6523

9 3.2861 9.5898

10 3.0200 1.6698 × 10−1

平均値 3.6457 × 101 6.8732 × 10−2

なった．10回分の学習に要した反復回数及びバックト

ラッキング直線探索法における総反復回数は表 7 と

なった．また，シード番号 1の試行における教師信号
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表 6 学習を 10 回試行した際の計算時間（J = 35，人工
問題 2，単位：秒）

Table 6 Elapsed time when learning was performed

10 times (J = 35, artificial problem 2, sec.).

項目 バッチ複素 BP 法 複素 BFGS 法
計算時間 340.96 96.206

表 7 学習を 10 回試行した際の総反復回数（J = 35，人
工問題 2）

Table 7 The numbers of total iterations when learn-

ing was performed 10 times (J = 35, artifi-

cial problem 2).

項目 バッチ複素 BP 法 複素 BFGS 法
重み更新の

49216 46125
総反復回数 (St)

直線探索の
1038408 92137

総反復回数 (S�)

S�/St 21.099 1.9976

図 12 学習終了時の条件数（バッチ複素 BP法，人工問題
2）

Fig. 12 Condition numbers when learning was fin-

ished (batch complex-valued BP method for

artificial problem 2).

の近似結果を図 13 に示す．

（考察） 図 9 において，複素 BFGS法では隠れユニッ

ト数の増加に伴って訓練誤差が減少する傾向が見られ

た．一方，バッチ複素 BP法では，隠れユニット数に

依らず訓練誤差はほとんど減少しなかった．バッチ複

素 BP法の学習終了時における条件数を図 12 に示し

たが，条件数が非常に高く，訓練誤差の改善が停滞し

ていると考えられる．

表 5 から分かるように，複素 BFGS法はバッチ複

素 BP法に対して，訓練誤差を平均的に 530分の 1に

減少させた．図 10 及び図 11 から，複素 BFGS法の

収束の速さが見て取れる．また，表 6 における学習の

計算時間から，複素 BFGS法はバッチ複素 BP法に対

して，約 3.54倍速く学習を終えたと分かる．表 7 に

おける S�/St の値から分かるように，複素 BFGS 法

図 13 人工問題 2 の教師信号の近似結果（J = 35，シー
ド番号 1）

Fig. 13 Approximated result of teacher signals of ar-

tificial problem 2 (J = 35, in the case of seed

1).

は複素 BP 法の約 10分の 1の反復回数で Armijo条

件を満たす探索幅が求まった．図 13 の教師信号の近

似結果に関して，複素 BFGS 法は十分に教師信号を

近似できたと分かる．非線形質の強い関数の近似には，

複素 MLP と複素 BFGS 法の組合せによる学習が有

効であると期待される．

6. む す び

本論文では，複素 NN の学習法として BFGS 公式

を用いた複素 BFGS法並びに直線探索法を提案し，計

算機実験を通して有効性を評価した．複素 BFGS 法

は優れた求解能力を発揮し，高速に学習を進めた．今

後は，複素MLPと複素 BFGS法の組合せで学習を行

い，汎化能力を評価する．

文 献
[1] 廣瀬 明，複素ニューラルネットワーク，サイエンス社，

2005.

[2] T. Nitta, ed., Complex-valued Neural Networks: Uti-

lizing High-dimensional Parameters, Information Sci-

ence Reference, 2009.

[3] A. Hirose, Complex-Valued Neural Networks, 2nd

ed., Springer, 2012.

[4] 新田 徹，古谷立美，“複素バックプロパゲーション学習，”
情処学論，vol.32, no.10, pp.1319–1329, 1991.

[5] T. Nitta and M. Tanaka, “Current status of research

on neural networks with high-dimensional parame-

ters,” Circulars of the Electrotechnical Laboratory,

1999.

[6] 新田 徹，古谷立美，“複素バックプロパゲーション学
習アルゴリズムの学習特性，” 情処学論，vol.34, no.1,

pp.29–38, 1993.

[7] K.K. Delgado, “The complex gradient operator and

the CR-calculus,” ECE275A-Lecture Supplement,

430



論文／複素 BFGS 法を用いた複素ニューラルネットワークの学習法

2006.

[8] 鈴村真矢，中野良平，“固有ベクトル降下法と可約性写
像を用いた複素多層パーセプトロン探索法，” 信学技報，
NC2011-88, 2011.

[9] T. Kim and T. Adali, “Fully complex multi-layer per-

ceptron network for nonlinear signal processing,” J.

VLSI Signal Processing, vol.32, pp.29–43, 2002.

[10] T. Kim and T. Adali, “Approximation by fully-

complex multilayer perceptrons,” Neural Comput.,

vol.15, no.7, pp.1641–1666, 2003.

[11] Y. Kuroe, M. Yoshida, and T. Mori, “On activation

functions for complex-valued neural networks: exis-

tence of energy functions,” Proc. ICANN/ICONIP,

LNCS 2714, pp.985–992, 2003.

[12] M.S. Kim and C.C. Guest, “Modification of back-

propagation networks for complex-valued signal pro-

cessing in frequency domain,” Proc. IJCNN, vol.3,

pp.27–31, 1990.

[13] H. Leung and S. Haykin, “The complex backprop-

agatin algorithm,” IEEE Trans. Signal Process.,

vol.39, no.9, pp.2101–2104, 1991.

[14] D.E. Rumelhart, G.E. Hinton, and R.J. Williams,

“Learning internal representations by error propaga-

tion,” Parallel Distributed Processing, eds. by D.E.

Rumelhart, J.L. McClelland, and the PDP Research

Group, vol.1, pp.318–362, MIT Press, 1986.

[15] N.Z. Shor, Minimization Methods for Non-

Differentiable Function, Springer-Verlag, 1985.

[16] R. Fletcher, Practical Methods of Optimization, 2nd

ed., John Wiley & Sons, 1988.

[17] J. Nocedal and S.J. Wright, Numerical Optimization,

2nd ed., Springer-Verlag, 2006.

[18] D.G. Luenberger and Y. Ye, Linear and Nonlinear

Programming, 3rd ed., Springer-Verlag, 2008.

[19] J. Nocedal, “Updating quasi-newton matrices with

limited storage,” Mathematics of Computation,

vol.35, no.151, pp.773–782, 1980.

[20] H. Curry, “The method of steepest descent for non-

linear minimization problems,” Quart. Appl. Math.,

vol.2, pp.258–261, 1944.

[21] J.M. Ortega and W.C. Rheinboldt, Iterative Solution

of Nonlinear Equations in Several Variables, SIAM,

1970.

[22] K. Saito and R. Nakano, “Partial BFGS update and

efficient step-length calculation for three-layer neural

netwarks,” Neural Comput., vol.9, no.1, pp.239–257,

1997.

[23] A.A. Goldstein, “On steepest descent,” SIAM J. Con-

trol, vol.3, pp.147–151, 1965.

[24] L. Armijo, “Minimization of functions having lips-

chitz continuous first partial derivatives,” Pacific J.

of Math, vol.16, no.1, pp.1–3, 1966.

[25] P. Wolfe, “Convergence conditions for ascent meth-

ods,” SIAM Rev., vol.11, no.2, pp.226–235, 1969.

[26] P. Wolfe, “Convergence conditions for ascent meth-

ods II: some corrections,” SIAM Rev., vol.13, no.2,

pp.185–188, 1969.

（平成 24 年 6 月 1 日受付，10 月 3 日再受付）

鈴村 真矢

2011 中部大・工・情報工学卒．同年同大
大学院工学研究科博士前期課程入学．複素
ニューラルネットワークの研究に従事．凸
解析，ニューラルネットワーク，システム
制御の研究に興味をもつ．

中野 良平 （正員）

1971 東大・工・計数卒．同年電電公社電
気通信研究所入所．以来 1999 まで NTT

研究所にて，統計解析，データベース，人
工知能，遺伝的アルゴリズム，ニューラル
情報処理の研究に従事．1998～1999 奈良
先端科学技術大学院大学客員教授．1999～

2003 名古屋工業大学知能情報システム学科教授．2003～2008

同大学大学院工学研究科教授．2008 より中部大学工学部情報
工学科教授．工博．人工知能，最適化，ニューラル情報処理の
研究に興味をもつ．1996 情報処理学会論文賞，1997 電気通信
普及財団テレコムシステム技術賞，1998 人工知能学会論文賞，
1999本会論文賞各受賞．人工知能学会，日本神経回路学会，情
報処理学会各会員．

431


